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Abstract: The work introduces the concept of FPNN used for an approximation of neural networks
in FPGA, focusing on the implementation. The resource consumption of FPNN and Neural Networks
is compared for Virtex6 FPGA.
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UvVoD

Neuronové sité jsou struktury tvorené vzdjemné propojenymi jednoduchymi procesory. Maji schop-
nost udit se a generalizovat. Jsou viak vypoletné naro¢né. Reseni této nevyhody nabizi paralelizace,
ke které jsou neuronové sité svou strukturou vhodné. Tento piispévek se zabyva implementaci neuro-
novych siti v programovatelnych hradlovych polich FPGA pomoci konceptu FPNN (Field Program-
mable Neural Networks), pfimou implementaci a jejich srovnanim.

FPNN

Implementace neuronovych siti v hradlovych polich FPGA se potyk4 se dvéma zdkladnimi problémy.
Jednim z nich je pfenosova funkce neuront, jejiz pfima implementace v hardware je ndkladnd na
mnoZstvi spotiebovanych prostfedkii a na &as potiebny pro vypocet. ReSenim je aproximace napf-.
pomoci jiné nelinedrni funkce [1].

Druhym problémem je slozita struktura neuronovych siti, resp. poCet synapsi nutny pro propojeni
neuronl. Pfim4 realizace v hardware by si vyzadala znacné mnozZstvi propojovacich sbérnic mezi
neurony, v nich mnohavstupé obvody apod., coZ by zkonzumovalo veliké mnozstvi zdroja hradlového
pole FPGA. Tento problém fesi FPNN.

FPNN je koncept, zjednodusujici synaptické propojeni neuronovych siti slou¢enim nékterych synapsi
a jejich serializaci, a vytvofenim mfiZové struktury propojeni, kterd je vhodné&jsi pro implementaci v
hardware. PouZiti FPNN redukuje pocet propojeni mezi neurony a sniZzuje nakladnost hardwarové
realizace, jak ukazuje Tabulka 2. Dani za niZ8{ ndkladnost implementace je vét§i Casovd narocnost
a také odchyleni od piivodni neuronové sit€. FPNN totiZ nejsou pfimym mapovanim neuronovych
siti do hardware, nybrZ jejich aproximaci podobnou strukturou, kterd je ale 1épe implementovatelna
v hardware. Jako takové je ale potieba, aby prosly vlastnim procesem uceni [2][3], které je pfiblizi

pivodni neuronové siti.

Koncept FPNN [2] definuje objekty, které jsou ekvivalenty objekti neuronovych siti. Obsahuje neu-
rony, které se v terminologii FPNN nazyvaji aktivatory a synapse, kterym se fiké spoje. Dohromady
jsou nazyvany neurdlnimi zdroji. Jejich ¢innost se vSak od ¢innosti jejich ekvivalentti v neuronovych
sitich odliSuje. Spoje (synapse) neslouzi pouze k prenosu dat mezi aktivitory (neurony), nybrz se v



nich pfimo provadi nasobeni vahou. Aktivatory pak na rozdil od neuronti provadéji obyCejny, nikoliv
vazeny, soucet vstupnich dat a pak aplikuji prenosovou funkci.

Jak bylo napsdno vyse, FPNN redujuji pocet synapsi jejich sloucenim, serializaci a zavedenim mfi-
7Zové struktury propojeni. Ukdzka takového propojeni, které aproximuje béZnou vrstvenou sit’ typu
backpropagation, je na obrdzku 1. Na tomto obrdzku kruhy pfedstavuji aktivatory, tlusté Sipky pred-
stavuji spoje a tenké Sipky znaci propojeni jednotlivych jednotek signdly. Na obrdzku je vidét, Ze
vystup kazdého aktivatoru je napojen na jeden spoj, ktery je pripojen na aktivator v nasledujici vrstvé
a také k fet€zci spoju uvniti vrtsvy, ktery realizuje propojeni s ostatnimi aktivatory. Jednotlivé syna-
pse (vahy) jsou tedy aproximovany sekvenci jednoho i vice spoji. Tento zplsob zapojeni redukuje
pocet propojeni mezi neurony, u nékterych druhd siti pak velmi vyrazné. Napf. u trojvrstvé sité typu
shortcut perceptron (sit€, v nichZ do neuront vedou synapse od vSech neuront ve vSech piedchozich
vrstvach, nikoliv jen té pfedchozi) s 25x25x2 neurony a dvéma vstupy je potieba 829 synapsi, kdezto
miizové FPNN vyzaduje jen 150 spoji. Sit’ tohoto typu se totiZ u FPNN snadno vyrobi pfidanim
signdlu mezi spoje, které propojuji vsrtvy, a neni potfeba priddvat Zaddné dalsi spoje.

I

Obrazek 1: MfiiZova struktura FPNN.

IMPLEMENTACE

Pomoci jazyka VHDL jsme vytvofili plné generickou implementaci konceptu FPNN [3], pracujici
v pevné radové Carce (byl pouzit balik fixed_pkg z knihovny ieee_proposed). Jednotlivé neuronové
zdroje jsme realizovali jako samostatné obvody, ¢imz bylo dosazeno paralelizace vypocti. Spoj ob-
sahuje nasobicku konstantou, aktivator pak iteracni jednotku realizujici sbér (soucet) vstupnich dat a
funkéni jednotku realizujici pfenosovou funkci, k jejiZ implementaci byla pouZzita aproximace funkce
sigmoid uvedena v [1]. Oba druhy obvodd pak obsahuji dal§i obvody starajici se o komunikaci s
ostatnimi neuralnimi zdroji. Velikost téchto obvodu zaleZi na poctu propojeni, které musi obstarat.

Kromé FPNN jsme vytvofili pfimou (naivn{) implementaci (NN) neuronovych siti, ve které jsou neu-
rony a synapse také oddélenymi obvody, pfiCemZ synapse je tvofena ndsobickou konstantou, neuron
pak vicevstupou scitackou a funkéni jednotkou. Komunikace s ostatnimi obvody je realizovédna sig-
nély nesoucimi pfiznaky validnich dat, reZie je tak mnohem mens{ néZ u neurdlnich zdroju.

Tyto obvody byly implementovany pro hradlové pole XC6VLX240T rodiny Virtex6 a odsimulovany
v simulatoru ISim spolecnosti Xilinx. Pro zajisténi stejné prostorové sloZitosti vypocetnich jednotek
spoje a synapse, nesou oba stejnou, ndhodné zvolenou vahu. Spoj je pripraven pro dva pfedchiidce
(pripojené ke vstupu) a dva nasledniky (pripojené k vystupu), synapse pro jednoho predchtdce a
jednoho naslednika. Aktivator i neuron pocitaji s tfemi pfedchtdci a jednim néslednikem, funkéni
jednotky obou maji stejné parametry. VSechny obvody jsou 16-bitové s 8-bitovou celou Casti a 8-
bitovou desetinnou ¢dasti. Tabulka 1 shrnuje ndkladnost implementace téchto obvoda.

Abychom ukdzali vliv pouZiti konceptu FPNN na prosotorovou sloZitost ve srovndni s pfimou im-
plementaci (NN), vytvofili jsme dvé umélé sité, obé s 52 neurony, ale s riznymi pocty a velikostmi
vrstev, a tedy s riznymi pocty synapsi. Vahy jsou nastaveny ndhodné, s vyloucenim hodnoty 1.0,



Jednotka | Slice LUT | Slice Registers | DSP | Délka vypoctu [hod. takty]
Synapse 58 0 1 1
Neuron 192 51 1 2
Spoj 94 33 1 4

Aktivator 104 49 1 4(iterace),9(iterace+funkce)

Tabulka 1: Prehled ndkladnosti jednotlivych komponent implementace

ktera by z nasobicky udélala registr, ¢imZ by byla prostorova sloZitost spoje ¢i synapse vyrazng ovliv-
néna. Obé sité jsme implementovali jak pfimo (NN), tak jsme pro né vytvofili a implementovali i
miizové FPNN. Nékladnost téchto obvodi na prostiedky zvoleného FPGA ukazuje Tabulka 2. V ta-
bulce je také uvedena dilka vypoctu, uddvajici, kolik hodinovych taktd obvod od pfedloZeni vstupu

potteboval ke spocitani vystupu.

Struktura Typ | Synapsi| Impl. Slice Slice DSP | Délka | Max. f
v pl- | spoji LUT Regis- vyp. [MHz]
vodni (syna- ters [hod.
siti psi) takty]
25x%25x2 FPNN | 725 150 25919 | 10731 | 202 | 276 100
25x25x2 NN | 725 725 50969 | 15038 | 716 | 10 25
10x10x10x10x10x2 | FPNN | 440 144 25028 | 10608 | 195 | 274 100
10x10x10x10x10x2 | NN | 440 440 33032 | 10404 | 491 | 18 42

Tabulka 2: Piehled nakladnosti implementace rtiznych struktur siti.

Jak je vidét v Tabulce 2, miiZové propojeni sniZzuje ndkladnost implementace. Nicméné z diivodu
serializace vypoctu vah a iteraniho sbéru potencidlu je tato struktura pomalejsi, nez pfima neuralni
sit’, v niZ vypocet vah i sbér potencidlu probihd v jednom kroku a mira paralelizace je tak vyssi.

Vv

Vyhodu vyssi rychlosti pfima implementace neztraci ani kvili vyrazné nizsi pracovni frekvenci.

4 ZAVER
Vytvorili jsme dvé rizné implementace neuronovych siti a jejich porovnanim jsme dokazali, Ze

///// vy

koncept FPNN oproti pifimé implementaci pfinasi méfitelnou dsporu hardwarovych prostredki ¢ipd
pri zachovani vysoké miry paralelizace. Dani za sniZeni prostorové sloZitosti je nutnost zkonstruovat
FPNN schopné aproximovat zvolenou sit’, a ddle pak delsi doba vypoctu.
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