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ABSTRACT

This document describes basics of automatic map making based on odometry and sensor data of
arobot. This task is also known as SLAM (Simultaneous Localization and Mapping). Described
aproach can use both data from laser scanner and sonar to create a two-dimensional map of
explored environment. The use of particle filters and grid-based maps for this problem is today
one of the most popular solution.
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1 UVOoD

Tato prace ma za cil vysvétlit zdklady automatické tvorby map prostfedi pomoci Casticovych
filtrd a laserového scanneru nebo sonaru. Tvorba map prostiedi je tikol ur€eny pro pohyblivého
(mobilniho) robota a je také zndm pod ndzvem Simultdnni lokalizace a mapovéani (SLAM),
protoZe tkolem robota neni pouze mapovat své okoli, ale také musi byt schopen v postupné
vytvafené mapé urcit svoji polohu, aby poznal, kde pfesné nové zmapované prostory navazuji
na puvodni mapu.

2 ROZBOR
2.1 MRIZKOVE MAPY S PRAVDEPODOBNOSTI OBSAZENOSTI

Vv

Jeden bod v mfiZce odpovidd skute¢né dvourozmérné ploSe o velikosti dané rozliSenim mapy.
Bod v mfiZce nabyva hodnoty od 0 do 1. Tato hodnota urcuje pravdépodobnost, Ze odpovidajici
realny prostor je obsazen. Pokud charakter mapovaného prostfedi neni viibec zndm, vSechny
body inicializujeme hodnotou 0,5. Cilem mapovani je pribliZit pravdépodobnost obsazenosti
co nejvetsiho poétu bodii mapy ke krajnim hodnotam (O resp. 1). (Tato ¢ast byla volné pievzata

z[2])



2.2 LOKALIZACE ROBOTA - BAYESUV FILTR

Svou pozici robot nemtiZe urcit pouze pomoci odometrie, kterd je sama o sobé pouze velice
pribliZznym ukazatelem polohy. Namisto toho se vyuZziva pravdépodobnostniho pfistupu, pii
kterém se pracuje s pravdépodobnostnim rozloZenim pozice nad vS§emi moznymi pozicemi rob-
ota. Pristup pomoci ¢asticovych filtri vychazi z tzv. rekurzivniho Bayesova filtru[1]:

bel(x;) o< p(z¢|x;) /p(xt]xt1,ut)bel(x,1)dxt1 (D

x; znaci pozici robota v Case t. z; a u; oznacuje méfeni senzort a fidici data v Case ¢. Za fidici data
miZeme povazovat rozdil dvou po sobé jdoucich dat odometrie. Popisuje se jimi tedy zména
pozice robota. bel(x;) odpovida vyrazu p(x;|z1.;,u1. ). Jednd se o zkratku z anglického slova
belief (vira) a oznacuje souhrné znalost o pozici robota, tedy pravdépodobnostni rozloZeni poz-
ice. Jak je vidét, pro realnou implementaci vySe zminéného algoritmu je nutno vyfesit nékolik
problémii:

1. Zpisob, jakym budeme reprezentovat rozdéleni pravdépépodobnosti pozice robota bel (x; ),
tedy znalosti o vlastni pozici.

2. Vypocet p(x;|x;—1,u;) - tj. implementaci pohybového modelu robota

3. Vypocet p(z|x) - tj. implementaci modelu senzori

2.3 MONTE CARLO LOKALIZACE

Monte Carlo lokalizace je zaZzity ndzev pro lokalizaCni algoritmus, vyuZivajici Casticovych
filtrd pro vyfeSeni prvniho problému vyse uvedeného seznamu. [1] Pomoci Casticového fil-
tru miiZeme pozici robota reprezentovat mnozinou vazenych ¢éstic. Kazda Castice predstavuje
jednu hypotetickou pozici, které je pfifazena védha, urcujici pravdépodobnost, Ze se pozice Cas-
tice blizi skute¢né pozici robota. V praxi se pouzivaji aZ stovky ¢astic (ale i desetitisice, pokud
o pocatecni poloze nemame zadné znalosti).

Zakladni algoritmus MCL Lokalizace pracuje v nekonec¢né smycce ve tfech fazich, akce v kazdé
fazi se aplikuje na vSech M castic [1]:

1. Predikce - Nahodné vzorkovani nové Castice x; vyuZitim fidicich dat, predchozi polohy
Castice a pohybového modelu robota. Jinymi slovy vzorkovani z hustoty pravdépodob-
nosti p(x;|x;—1,uy).

2. Korekce - Kazdé Castici je prifazena vaha, kterd urCuje pravdépodobnost, Ze Céstice
odpovida realné pozici. Zde se vyuziva méfeni senzort, které se porovnavaji s dosud
vytvofenou mapou.

3. Prevzorkovani - Castice s nizkym vdhovym ohodnocenim se vypusti, naopak Castice s
vysokou pravdépodobnosti se zndsobi. Pfevzorkovani se nemusi provadét vzdy, ale jen
pokud jsou vdhy vyznamného mnoZstvi ¢astic blizké nule.



2.4 MAPOVANI

Rozsitenim MCL lokalizace tak, Ze jedna Castice predstavuje kromé moZné polohy také jednu
moznou mapu ziskame jednoduchy, ale vypocetné velmi narocny SLAM algoritmus (viz algo-
ritmus 1, s Upravami pievzato z [1]).

Algoritmus 1: Zakladni SLAM s vyuZitim ¢asticovych filtrti (jedna iterace)
Vstup: Mnozina Castic x;—1,u, 2

fork=1toMdo

oM = sample_motion_model(u,, xt[lﬂl )

w,[k] = measurement_model_map(z, x,[k] , mt[lﬂ 0
m,[k] = updated_occupancy_grid(z, x,[k] : mt[lﬂ 1)
%=+ () m i)

end
return ), = resample(%;)

Funkce sample_motion_model vyuzivd model popisujici chybu odometrie (viz predikéni faze
MCL algoritmu). V praxi se ¢asto vyuziva pro popis chyby odometrie gaussovy Sum. V zijmu
sniZzeni celkového poctu Castic je vhodné, aby byl model popsdn co nejpresnéji, pripadné se
mohou vyuZit i iplné jiné metody pro aktualizaci Castic, zaloZené napf. na scan-matchingu [3].
Funkce measurement_model_map odpovida fazi korekce MCL algoritmu. Pro kaZzdou cas-

tici se v této funkci vypocita pravdépodobnost ziskaného méfeni pomoci dosud zkonstruované
mapy a techniky zvané ray casting.

Funkce updated_occupancy_grid aktualizuje dané ¢4stici jeji mapu na zakladé nového méteni.
Pravdépodobnost obsazenosti v mistech, které odpovidaji zméfené vzdélenosti, stoupne, kdezto
pravdépodobnost v mistech, které jsou bliZe , klesne.

Funkce resample slouZi pro prevzorkovani mnoZiny Céstic a byla pribliZena v pfedchozi sekci.

3 ZAVER
Simultanni lokalizace a mapovéni je velmi sloZity problém a jeho vyfeSeni se obecné povazuje
za jeden z velkych uspéchii soucasné robotiky. Cilem projektu je vhodné upravit zakladni algo-
ritmus tak, aby bylo moZné v rozumném Case rekonstruovat presné mapy z riiznych datovych

sad (vypis méfeni odometrie a senzort - dostupné napf. na http://cres.usc.edu/radishrepository/view-
all.php).
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